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第一章  初识 LangChain
1.1  什么是 LangChain？
LangChain 是一个开源的 AI 应用开发框架，由 Harrison Chase 于 2022 年创建。它的核心价值是：把与大语言模型（LLM）交互的各种复杂工作——加载数据、管理对话记忆、调用外部工具、串联多个步骤——标准化、模块化，让开发者能够像搭积木一样快速构建 AI 应用。

一个直观的类比：

	LangChain 之于 LLM 应用开发，就像 React 之于前端开发。

React 解决了 DOM 操作、状态管理、组件复用的复杂性；
LangChain 解决了 Prompt 管理、模型调用、数据检索、工具集成的复杂性。



1.2  为什么前端工程师学 LangChain 有天然优势？
你已有的前端技能，与 LangChain 的核心概念高度对应，学起来会感到非常熟悉：

	你熟悉的前端概念
	对应的 LangChain 概念

	Promise / async-await
	LLM 异步调用（invoke / ainvoke）

	Array.pipe / 函数组合
	LCEL 管道操作符 |

	React 组件化思维
	Chain 模块化组合

	Redux / Zustand 状态管理
	Memory 对话记忆管理

	EventEmitter 事件驱动
	Callbacks 回调与可观测系统

	fetch / axios API 调用
	LLM API 集成

	TypeScript 接口定义
	Pydantic / Output Parser 结构化输出

	SSE / WebSocket 流式推送
	LLM 流式输出（streaming）



1.3  LangChain 能做什么？
LangChain 适合构建以下类型的 AI 应用：

1. 问答机器人：基于企业文档、知识库构建智能问答系统
1. AI 助手：具备上下文记忆的多轮对话助手
1. 自动化 Agent：能够使用工具、搜索网络、执行代码的智能体
1. 文档处理：PDF/Word 文档分析、摘要、信息提取
1. 代码助手：代码审查、自动生成、调试分析
1. 数据分析：用自然语言查询数据库或分析 CSV

1.4  LangChain 整体架构
LangChain 由多个子包组成，各司其职：

	包名
	职责
	类比前端

	langchain-core
	核心抽象：Runnable、Prompt、Message 等基础接口
	React 核心库

	langchain
	高级组件：Chain、Agent、RAG 工具链
	React 生态组件库

	langchain-openai
	OpenAI 模型集成
	特定 UI 组件库（如 MUI）

	langchain-community
	数百种第三方集成（向量库、工具等）
	npm 生态包

	langgraph
	复杂工作流与多 Agent 编排引擎
	XState 状态机

	langserve
	将 Chain 快速部署为 REST API
	Next.js API Routes





第二章  入门基础（Week 1-2）
2.1  环境安装与配置
2.1.1  语言选择
LangChain 同时支持 Python 和 JavaScript（TypeScript）。对于有前端背景的工程师，建议：

1. 优先学 Python 版：生态最完整，官方文档示例全部基于 Python，社区资源最丰富
1. 同步了解 JS 版（LangChain.js）：用于 Next.js / Node.js 全栈项目集成

本文档以 Python 为主，关键场景提供 JavaScript 对照。

2.1.2  安装依赖
Python 环境（推荐使用虚拟环境）：

	# 创建虚拟环境

	python -m venv langchain-env

	source langchain-env/bin/activate  # Windows: langchain-env\Scripts\activate

	 

	# 安装核心包

	pip install langchain langchain-openai langchain-community

	 

	# 可选：LangGraph（高级工作流）

	pip install langgraph

	 

	# 可选：LangServe（API 部署）

	pip install langserve[all]



JavaScript / TypeScript 环境：

	npm install langchain @langchain/openai @langchain/community

	 

	# TypeScript 支持（已内置类型声明，无需额外安装 @types）

	npm install typescript ts-node --save-dev



2.1.3  配置 API Key
在项目根目录创建 .env 文件：

	# OpenAI（最常用）

	OPENAI_API_KEY=sk-proj-xxxxxxxxxxxxxxxx

	 

	# Anthropic Claude（可选）

	ANTHROPIC_API_KEY=sk-ant-xxxxxxxxxxxxxxxx

	 

	# LangSmith 可观测平台（强烈推荐，免费注册）

	LANGCHAIN_TRACING_V2=true

	LANGCHAIN_API_KEY=ls__xxxxxxxxxxxxxxxx

	LANGCHAIN_PROJECT=my-first-project



	安全提示：.env 文件一定要加入 .gitignore，绝对不能提交到 Git 仓库！
生产环境使用环境变量或密钥管理服务（如 AWS Secrets Manager）存储 API Key。



2.2  核心概念详解
2.2.1  LLM vs Chat Model
LangChain 将语言模型分为两大类，理解这个区别非常重要：

	LLM（文本补全模型）
	Chat Model（对话模型）

	输入：一段纯文本
	输入：消息列表（System / Human / AI）

	输出：续写的文本
	输出：AI 回复消息

	代表：text-davinci-003
	代表：gpt-4o、claude-3-5-sonnet

	适合：文本续写、单次任务
	适合：对话、角色扮演、复杂推理

	现已基本被淘汰
	当前主流，推荐使用



现在几乎所有新项目都使用 Chat Model，LLM 基本已被淘汰，学习时直接聚焦 Chat Model 即可。

2.2.2  Token 与上下文窗口
Token 是 LLM 处理文本的最小单位。理解 Token 对于控制成本和处理长文档非常关键：

1. 1 个 Token ≈ 0.75 个英语单词，或约 1.5 个中文字符
1. "Hello world" = 2 tokens；"你好世界" ≈ 4 tokens
1. 上下文窗口 = 模型单次处理的最大 Token 数（输入 + 输出之和）
1. GPT-4o 的上下文窗口：128,000 tokens（约 10 万汉字）

	类比：上下文窗口就像浏览器的内存。超出限制就会报错，需要分批处理或压缩内容。
这也是为什么 RAG（检索增强）技术很重要——把长文档先切片存储，查询时只取相关片段喂给模型。



2.2.3  四种消息角色
Chat Model 接受由不同角色的消息组成的列表，类似一段对话历史：

	消息角色
	作用说明

	SystemMessage
	设定 AI 的角色、行为规则、回答风格。相当于给 AI 一份工作说明书

	HumanMessage
	代表用户的输入，即你向 AI 提的问题或指令

	AIMessage
	代表 AI 的回复，在多轮对话中用于保存历史回复

	ToolMessage
	工具调用的返回结果（Agent 场景中使用）



2.2.4  Temperature（温度参数）
Temperature 控制模型输出的随机性，取值范围 0 到 2：

1. Temperature = 0：输出最确定、最稳定，适合需要精确答案的场景（代码生成、数据提取）
1. Temperature = 0.7：平衡稳定性与创意，适合日常问答
1. Temperature = 1.5+：高度随机，适合创意写作、头脑风暴

2.3  第一个 LangChain 程序
下面从最简单的调用开始，逐步理解 LangChain 的运作方式：

2.3.1  最简单的调用

	from langchain_openai import ChatOpenAI

	from langchain_core.messages import HumanMessage, SystemMessage

	 

	# 第一步：初始化模型

	# model: 指定使用哪个模型

	# temperature: 设为 0 让输出稳定可预测

	llm = ChatOpenAI(model="gpt-4o-mini", temperature=0)

	 

	# 第二步：构造消息列表

	messages = [

	    SystemMessage(content="你是一个专业的前端技术讲师，用简洁易懂的语言回答问题"),

	    HumanMessage(content="请用一句话解释什么是 React Hooks")

	]

	 

	# 第三步：调用模型

	response = llm.invoke(messages)

	 

	# 查看结果

	print(response.content)

	# 输出：React Hooks 是 React 16.8 引入的特性，让函数组件也能使用状态和生命周期等功能。

	 

	# 查看 Token 用量（用于成本估算）

	print(response.usage_metadata)

	# {'input_tokens': 38, 'output_tokens': 35, 'total_tokens': 73}



2.3.2  使用 Prompt Template
硬编码 Prompt 不够灵活。Prompt Template 让你像组件一样复用提示词，将变量部分抽出来：

	from langchain_core.prompts import ChatPromptTemplate

	 

	# 定义模板，{role} 和 {question} 是可替换的变量

	# 类比：就像 React 组件的 props

	prompt = ChatPromptTemplate.from_messages([

	    ("system", "你是一个专业的{role}，用{style}风格回答问题"),

	    ("human", "{question}")

	])

	 

	# 格式化模板（填入变量值）

	messages = prompt.format_messages(

	    role="React 开发专家",

	    style="简洁专业",

	    question="useEffect 的清理函数什么时候执行？"

	)

	 

	response = llm.invoke(messages)

	print(response.content)



2.4  五大核心模块速览
LangChain 的功能围绕五大核心模块展开，后续章节将逐一深入讲解：

	模块
	核心概念
	学习优先级

	Model I/O
	LLM 调用、Prompt 管理、输出解析
	★★★★★ 必学

	Chains / LCEL
	将多个步骤串联成处理管道
	★★★★★ 必学

	Memory
	管理对话历史，让 AI 有记忆
	★★★★☆ 重要

	RAG / Retrieval
	从外部数据源检索相关内容
	★★★★★ 必学

	Agents
	让 AI 自主决策，调用工具完成任务
	★★★★☆ 重要





第三章  进阶核心（Week 3-5）
3.1  LCEL — LangChain 表达式语言
LCEL（LangChain Expression Language）是 LangChain 0.1 版本后引入的核心机制，也是当前版本最推荐的开发方式。它的核心思想是：用管道操作符 | 将各种组件串联起来，形成可组合、可复用的处理链。

	类比理解：
LCEL 的 | 操作符，就像 Unix 命令行的管道：cat file.txt | grep keyword | sort
或者 JavaScript 数组方法的链式调用：arr.filter(...).map(...).reduce(...)

每个组件接收上一个组件的输出，处理后传给下一个组件。



3.1.1  基础管道

	from langchain_core.prompts import ChatPromptTemplate

	from langchain_openai import ChatOpenAI

	from langchain_core.output_parsers import StrOutputParser

	 

	# 定义三个组件

	prompt = ChatPromptTemplate.from_template("用中文详细解释以下技术概念：{topic}")

	model  = ChatOpenAI(model="gpt-4o-mini", temperature=0)

	parser = StrOutputParser()  # 将 AIMessage 对象转为纯字符串

	 

	# 用 | 串联成一条链

	# 数据流向：prompt -> model -> parser

	chain = prompt | model | parser

	 

	# 调用：传入变量，得到最终结果

	result = chain.invoke({"topic": "闭包（Closure）"})

	print(type(result))   # <class 'str'>  直接是字符串，无需 .content

	print(result)



3.1.2  所有 Runnable 都支持的通用接口
LCEL 的精妙之处在于，所有组件（Prompt、Model、Parser、Retriever 等）都实现了统一的 Runnable 接口，因此可以自由组合：

	方法
	作用

	chain.invoke(input)
	同步调用，等待完整结果

	await chain.ainvoke(input)
	异步调用，适合在 async 函数中使用

	chain.stream(input)
	流式输出，逐块返回结果（前端常用）

	await chain.astream(input)
	异步流式输出

	chain.batch([input1, input2])
	批量处理多个输入，并行执行



3.1.3  并行执行（RunnableParallel）
有时你需要同时运行多个子链，例如同时生成多个维度的分析结果：

	from langchain_core.runnables import RunnableParallel

	 

	# 定义三个独立的子链

	explanation_chain = (

	    ChatPromptTemplate.from_template("简洁解释：{concept}")

	    | model | StrOutputParser()

	)

	example_chain = (

	    ChatPromptTemplate.from_template("给出 {concept} 的代码示例")

	    | model | StrOutputParser()

	)

	analogy_chain = (

	    ChatPromptTemplate.from_template("用生活类比解释 {concept}")

	    | model | StrOutputParser()

	)

	 

	# 并行执行三个子链（类比 Promise.all）

	parallel = RunnableParallel({

	    "explanation": explanation_chain,

	    "example": example_chain,

	    "analogy": analogy_chain,

	})

	 

	result = parallel.invoke({"concept": "React Fiber"})

	# result 是字典：

	# {

	#   'explanation': '...',

	#   'example': '...',

	#   'analogy': '...'

	# }



3.1.4  流式输出（前端开发必掌握）
流式输出让用户看到 AI 逐字生成的效果，而不是等待几秒后一次性显示。这是现代 AI 产品的标配交互。

	# Python 服务端：流式生成并以 SSE 格式推送

	from fastapi import FastAPI

	from fastapi.responses import StreamingResponse

	import json

	 

	app = FastAPI()

	 

	@app.post("/api/chat")

	async def chat(request: dict):

	    question = request["question"]

	 

	    async def generate():

	        async for chunk in chain.astream({"question": question}):

	            # 将每个文字块以 SSE 格式推送

	            yield f"data: {json.dumps({'content': chunk})}\n\n"

	        yield "data: [DONE]\n\n"

	 

	    return StreamingResponse(generate(), media_type="text/event-stream")



	// 前端 JavaScript：接收 SSE 流式响应

	async function streamChat(question, onChunk) {

	  const response = await fetch('/api/chat', {

	    method: 'POST',

	    headers: { 'Content-Type': 'application/json' },

	    body: JSON.stringify({ question }),

	  });

	 

	  const reader = response.body.getReader();

	  const decoder = new TextDecoder();

	 

	  while (true) {

	    const { done, value } = await reader.read();

	    if (done) break;

	 

	    const lines = decoder.decode(value).split('\n');

	    for (const line of lines) {

	      if (line.startsWith('data: ') && line !== 'data: [DONE]') {

	        const data = JSON.parse(line.slice(6));

	        onChunk(data.content);  // 实时回调，更新 UI

	      }

	    }

	  }

	}

	 

	// 使用示例

	streamChat('解释 useCallback', (chunk) => {

	  setAnswer(prev => prev + chunk);  // React 状态累加

	});



3.2  RAG — 检索增强生成
RAG（Retrieval-Augmented Generation）是当前企业 AI 应用最重要的技术模式。它解决了 LLM 的核心痛点：训练数据有截止日期、不了解你的私有数据。

3.2.1  RAG 解决什么问题？
想象你要构建一个公司内部问答机器人，能回答「我们公司的年假政策是什么？」「Q3 销售报告显示了什么趋势？」这类问题。

直接问 GPT 显然不行——它不知道你们公司的内部文档。RAG 的思路是：

1. 先把公司文档切片、向量化，存入向量数据库
1. 用户提问时，从向量数据库检索最相关的文档片段
1. 把检索到的片段和用户问题一起发给 LLM
1. LLM 基于提供的上下文给出准确回答

3.2.2  RAG 工作流程

	离线阶段（文档预处理）：
  原始文档 → Document Loader 加载 → Text Splitter 切片
       → Embedding 模型向量化 → 存入 Vector Store

在线阶段（用户查询）：
  用户问题 → Embedding 模型向量化 → Vector Store 相似度检索
       → 获取 Top-K 相关片段 → 构造 Prompt（问题 + 上下文）
       → LLM 生成回答 → 返回给用户



3.2.3  完整 RAG 实现步骤
Step 1：加载文档

	from langchain_community.document_loaders import PyPDFLoader, DirectoryLoader

	 

	# 加载单个 PDF

	loader = PyPDFLoader("company_handbook.pdf")

	docs = loader.load()

	 

	# 加载整个目录（支持 PDF、Word、TXT 等）

	loader = DirectoryLoader("./docs", glob="**/*.pdf")

	docs = loader.load()

	 

	print(f"共加载 {len(docs)} 个文档片段")

	print(docs[0].page_content[:200])  # 查看第一页内容

	print(docs[0].metadata)            # {'source': '...', 'page': 0}



Step 2：切分文档

	from langchain.text_splitter import RecursiveCharacterTextSplitter

	 

	# 递归字符切分器：优先按段落、再按句子、再按字符切分

	splitter = RecursiveCharacterTextSplitter(

	    chunk_size=1000,     # 每块最多 1000 字符

	    chunk_overlap=200,   # 相邻块重叠 200 字符（保持语义连贯性）

	    separators=["\n\n", "\n", "。", "！", "？", " ", ""]

	)

	 

	chunks = splitter.split_documents(docs)

	print(f"切分为 {len(chunks)} 个片段")

	 

	# chunk_overlap 的作用：

	# 避免一个完整语义被切断在两个片段的边界处

	# 重叠部分保证检索时不会遗漏跨块的关键信息



Step 3：向量化并存储

	from langchain_openai import OpenAIEmbeddings

	from langchain_community.vectorstores import FAISS

	 

	# Embedding 模型：将文本转换为高维向量（数学表示）

	# text-embedding-3-small 性价比最高

	embeddings = OpenAIEmbeddings(model="text-embedding-3-small")

	 

	# 创建向量数据库（FAISS 适合本地开发，速度极快）

	vectorstore = FAISS.from_documents(chunks, embeddings)

	 

	# 持久化保存（下次直接加载，不用重新计算）

	vectorstore.save_local("./vectorstore")

	 

	# 下次加载：

	# vectorstore = FAISS.load_local("./vectorstore", embeddings)



Step 4：构建检索器和问答链

	from langchain_core.prompts import ChatPromptTemplate

	from langchain_core.output_parsers import StrOutputParser

	from langchain_core.runnables import RunnablePassthrough

	 

	# 创建检索器：搜索最相关的 4 个片段

	retriever = vectorstore.as_retriever(search_kwargs={"k": 4})

	 

	# RAG 专用 Prompt 模板

	template = """你是一个专业的助手。请根据以下提供的上下文信息来回答用户的问题。

	如果上下文中没有相关信息，请直接说明你不知道，不要捏造答案。

	 

	上下文信息：

	{context}

	 

	用户问题：{question}

	 

	回答："""

	 

	prompt = ChatPromptTemplate.from_template(template)

	model = ChatOpenAI(model="gpt-4o-mini", temperature=0)

	 

	def format_docs(docs):

	    return "\n\n".join(doc.page_content for doc in docs)

	 

	# 组装 RAG Chain

	rag_chain = (

	    {"context": retriever | format_docs, "question": RunnablePassthrough()}

	    | prompt

	    | model

	    | StrOutputParser()

	)

	 

	# 使用

	answer = rag_chain.invoke("公司的年假政策是多少天？")

	print(answer)



3.3  Memory — 对话记忆管理
默认情况下，LLM 没有记忆——每次调用都是全新的对话。Memory 机制让 AI 能够记住上下文，支持多轮对话。

3.3.1  常见 Memory 类型对比

	Memory 类型
	工作方式
	适用场景

	ConversationBufferMemory
	保存全部对话历史
	短对话，对话轮次少于 20 轮

	ConversationSummaryMemory
	定期用 LLM 压缩历史为摘要
	长对话，需要节省 Token

	ConversationBufferWindowMemory
	只保留最近 K 轮对话
	需要固定 Token 消耗

	VectorStoreRetrieverMemory
	相似度检索历史对话
	超长会话，智能检索相关历史



3.3.2  实现带记忆的对话

	from langchain_core.prompts import ChatPromptTemplate, MessagesPlaceholder

	from langchain_core.runnables.history import RunnableWithMessageHistory

	from langchain_community.chat_message_histories import ChatMessageHistory

	 

	# 存储每个用户会话的历史（生产环境替换为 Redis 或数据库）

	session_store = {}

	 

	def get_session_history(session_id: str):

	    if session_id not in session_store:

	        session_store[session_id] = ChatMessageHistory()

	    return session_store[session_id]

	 

	# Prompt 中用 MessagesPlaceholder 占位历史消息

	prompt = ChatPromptTemplate.from_messages([

	    ("system", "你是一个友好的前端技术助手"),

	    MessagesPlaceholder(variable_name="history"),  # 历史消息插入点

	    ("human", "{input}"),

	])

	 

	chain = prompt | model | StrOutputParser()

	 

	# 包装成带记忆的链

	chain_with_memory = RunnableWithMessageHistory(

	    chain,

	    get_session_history,

	    input_messages_key="input",

	    history_messages_key="history",

	)

	 

	# 同一个 session_id 的对话共享历史

	config = {"configurable": {"session_id": "user_alice"}}

	 

	r1 = chain_with_memory.invoke({"input": "我叫 Alice，我在学习 React"}, config=config)

	r2 = chain_with_memory.invoke({"input": "我叫什么名字？在学什么？"}, config=config)

	# r2 会正确回答：你叫 Alice，你在学习 React。



3.4  Output Parser — 结构化输出
LLM 默认返回非结构化文本，但实际开发中我们经常需要 JSON 等结构化数据。Output Parser 解决这个问题。

	from langchain_core.output_parsers import JsonOutputParser

	from langchain_core.pydantic_v1 import BaseModel, Field

	from typing import List

	 

	# 用 Pydantic 定义期望的输出结构（类比 TypeScript 接口）

	class ComponentReview(BaseModel):

	    component_name: str = Field(description="组件名称")

	    score: int = Field(description="代码质量评分 1-10")

	    issues: List[str] = Field(description="发现的问题列表")

	    suggestions: List[str] = Field(description="改进建议")

	 

	parser = JsonOutputParser(pydantic_object=ComponentReview)

	 

	prompt = ChatPromptTemplate.from_messages([

	    ("system", "你是代码审查专家。请按指定格式返回审查结果。\n{format_instructions}"),

	    ("human", "审查这个 React 组件：\n{code}")

	])

	 

	chain = prompt | model | parser

	 

	result = chain.invoke({

	    "code": "const Button = ({onClick}) => <button onClick={onClick}>Click</button>",

	    "format_instructions": parser.get_format_instructions()

	})

	 

	# result 是类型安全的 ComponentReview 对象

	print(result['score'])     # 7

	print(result['issues'])    # ['缺少 PropTypes 定义', '未处理 disabled 状态']





第四章  高级技巧（Week 6-9）
4.1  Agents — AI 智能体
Agents 是 LangChain 最强大的功能。普通的 Chain 是固定流程（你写死了每一步），而 Agent 让 AI 自主决策：根据任务动态选择使用哪个工具，以及何时停止。

4.1.1  ReAct 推理框架
大多数 LangChain Agent 基于 ReAct（Reasoning + Acting）框架。其工作循环如下：

	ReAct 循环（以「帮我查一下 lodash 的最新版本」为例）：

思考（Thought）：我需要查询 npm registry 获取 lodash 的版本信息
行动（Action）：调用 search_npm_package 工具，参数 = 'lodash'
观察（Observation）：lodash 最新版本是 4.17.21，发布于 2021 年
思考（Thought）：已获得所需信息，可以回答用户了
最终答案（Final Answer）：lodash 的最新版本是 4.17.21



4.1.2  定义工具
工具（Tool）是 Agent 可以调用的功能，相当于给 AI 配备了各种「技能」：

	from langchain.tools import tool

	 

	# 用 @tool 装饰器定义工具

	# docstring 很重要——Agent 靠它决定什么时候调用这个工具

	@tool

	def search_npm_package(package_name: str) -> str:

	    """搜索 npm 包的版本、下载量和描述信息。

	    当用户询问某个 npm 包的信息时调用此工具。"""

	    # 实际场景中调用 npm registry API

	    # 这里简化为示例返回

	    return f"{package_name} v最新版, 周下载量 1000万, TypeScript 支持完善"

	 

	@tool

	def get_mdn_docs(api_name: str) -> str:

	    """获取 Web API 或 JavaScript 方法的 MDN 官方文档。

	    当用户询问浏览器 API 或 JS 内置方法的用法时调用。"""

	    return f"{api_name} 的 MDN 文档：https://developer.mozilla.org/..."

	 

	@tool  

	def run_javascript(code: str) -> str:

	    """在安全沙箱中运行 JavaScript 代码并返回结果。

	    当需要验证代码执行结果时调用。"""

	    # 实际需接入代码执行服务（如 vm2、isolated-vm）

	    return f"执行结果：[代码已执行]"



4.1.3  创建并运行 Agent

	from langchain_openai import ChatOpenAI

	from langchain import hub

	from langchain.agents import create_openai_functions_agent, AgentExecutor

	 

	tools = [search_npm_package, get_mdn_docs, run_javascript]

	model = ChatOpenAI(model="gpt-4o", temperature=0)

	 

	# 从 LangChain Hub 拉取官方推荐的 Agent Prompt

	prompt = hub.pull("hwchase17/openai-functions-agent")

	 

	# 创建 Agent

	agent = create_openai_functions_agent(model, tools, prompt)

	 

	# AgentExecutor 负责执行 ReAct 循环

	executor = AgentExecutor(

	    agent=agent,

	    tools=tools,

	    verbose=True,    # 打印每一步的思考过程（开发调试时很有用）

	    max_iterations=10,  # 防止无限循环

	)

	 

	result = executor.invoke({

	    "input": "帮我查一下 react-query 和 swr 哪个更流行，并给我一个选型建议"

	})

	print(result["output"])



4.2  LangGraph — 复杂工作流引擎
当任务流程变得复杂，需要条件分支、循环、并行、人工介入时，LangGraph 就是最佳选择。它基于有向图（Directed Graph）来编排 AI 工作流，概念上与前端的状态机（XState）非常相似。

4.2.1  核心概念

	LangGraph 概念
	类比前端概念

	State（状态）
	Redux Store，贯穿整个流程的共享数据

	Node（节点）
	Redux Reducer / 处理函数，负责处理状态

	Edge（边）
	状态转移，定义节点之间的执行顺序

	Conditional Edge（条件边）
	路由函数，根据当前状态决定下一步走哪个节点

	Checkpoint（检查点）
	快照，支持暂停、恢复、时间旅行



4.2.2  构建一个带质量检查的 RAG 工作流

	from langgraph.graph import StateGraph, END

	from typing import TypedDict, List

	 

	# 第一步：定义状态结构（类比 Redux Store 的 State 类型）

	class RAGState(TypedDict):

	    question: str

	    documents: List[str]

	    answer: str

	    is_relevant: bool

	    iterations: int

	 

	# 第二步：定义节点函数（每个节点接收 State，返回更新的部分）

	def retrieve(state: RAGState) -> dict:

	    """检索相关文档"""

	    docs = retriever.invoke(state["question"])

	    return {"documents": [d.page_content for d in docs]}

	 

	def generate(state: RAGState) -> dict:

	    """基于文档生成回答"""

	    context = "\n".join(state["documents"])

	    answer = rag_chain.invoke({

	        "context": context,

	        "question": state["question"]

	    })

	    return {

	        "answer": answer,

	        "iterations": state.get("iterations", 0) + 1

	    }

	 

	def check_relevance(state: RAGState) -> dict:

	    """检查回答是否与文档相关"""

	    # 用 LLM 评估回答质量

	    grade_prompt = f"""文档：{state['documents']}\n回答：{state['answer']}

	    回答是否基于文档内容？只回答 yes 或 no。"""

	    grade = model.invoke(grade_prompt).content.strip().lower()

	    return {"is_relevant": grade == "yes"}

	 

	# 条件路由函数：决定下一步走哪个节点

	def route_after_check(state: RAGState) -> str:

	    if state["is_relevant"]:

	        return "end"           # 质量OK，结束

	    if state["iterations"] >= 3:

	        return "end"           # 超过3次，强制结束

	    return "regenerate"         # 质量不佳，重新生成

	 

	# 第三步：构建图

	workflow = StateGraph(RAGState)

	 

	workflow.add_node("retrieve", retrieve)

	workflow.add_node("generate", generate)

	workflow.add_node("check", check_relevance)

	 

	# 设置入口节点

	workflow.set_entry_point("retrieve")

	 

	# 添加边

	workflow.add_edge("retrieve", "generate")

	workflow.add_edge("generate", "check")

	 

	# 添加条件边

	workflow.add_conditional_edges(

	    "check",

	    route_after_check,

	    {"end": END, "regenerate": "generate"}

	)

	 

	app = workflow.compile()

	 

	# 运行

	result = app.invoke({"question": "公司的绩效考核标准是什么？", "iterations": 0})

	print(result["answer"])





第五章  项目落地（Week 10-14）
5.1  项目一：企业知识库问答系统
5.1.1  项目概述
这是最常见也最实用的 LangChain 落地场景。目标是构建一个能够回答「公司内部文档」相关问题的智能问答系统。

	系统能力：
  - 支持上传 PDF、Word、TXT 等格式文档
  - 基于文档内容精准回答问题
  - 回答中标注信息来源（哪个文档、哪一页）
  - 流式输出，实时显示回答过程
  - 支持多轮追问（具有对话记忆）



5.1.2  技术选型

	层次
	技术选择
	说明

	前端
	Next.js 14 + React
	App Router，支持 SSE 流式接收

	后端
	FastAPI + Python
	高性能异步 API，天然支持 SSE

	LLM
	GPT-4o-mini
	性价比最高，速度快

	Embedding
	text-embedding-3-small
	OpenAI 最新向量模型

	向量库
	Chroma（开发）/ Qdrant（生产）
	开发简单，生产稳定

	监控
	LangSmith
	链路追踪、成本分析



5.1.3  生产部署要点
完成开发后，生产环境需要关注以下关键点：

1. 缓存策略：相同问题使用 Redis 缓存结果，大幅降低 API 调用成本
1. 限流控制：对用户请求做频率限制，防止滥用（每分钟最多 10 次）
1. 错误处理：OpenAI API 偶尔超时，需要实现自动重试（指数退避）
1. 模型降级：主模型失败时自动切换到备用模型
1. 成本监控：设置 Token 用量告警，防止意外高额账单

5.2  项目二：AI 代码审查 Bot
5.2.1  项目概述
构建一个能够自动审查 GitHub Pull Request 的 AI Bot，从安全性、性能、代码质量多个维度给出建议。

5.2.2  核心功能设计

1. 触发方式：PR 创建或更新时，通过 GitHub Webhook 触发
1. 分析维度：安全漏洞（XSS/SQL注入）、性能问题、代码规范、最佳实践
1. 输出方式：在 PR 的对应代码行添加 Review Comment
1. 工作流：使用 LangGraph 编排「分析 → 评估 → 总结」多步骤流程

5.3  生产环境最佳实践
5.3.1  成本控制策略

	策略
	效果与说明

	语义缓存（Semantic Cache）
	相似问题复用已有答案，节省 60-80% 的 API 费用

	模型分层使用
	简单问题用 gpt-4o-mini，复杂问题用 gpt-4o

	Prompt 压缩
	检索到的文档先摘要再发给 LLM，减少 Token 消耗

	批量处理
	非实时任务使用 Batch API，价格降低 50%



5.3.2  可靠性保障

	from langchain_openai import ChatOpenAI

	from langchain_core.runnables import RunnableWithFallbacks

	 

	# 主模型 + 备用模型（自动降级）

	primary   = ChatOpenAI(model="gpt-4o")

	fallback  = ChatOpenAI(model="gpt-4o-mini")

	 

	# 主模型失败时自动切换到备用

	robust_model = primary.with_fallbacks([fallback])

	 

	# 自动重试（指数退避，最多 3 次）

	robust_model = robust_model.with_retry(

	    stop_after_attempt=3,

	    wait_exponential_jitter=True,

	)



5.3.3  LangServe 快速部署
LangServe 可以把你写好的 Chain 一行代码暴露为 REST API，并自动生成交互式调试页面：

	from fastapi import FastAPI

	from langserve import add_routes

	 

	app = FastAPI(title="LangChain API", version="1.0")

	 

	# 一行代码暴露 Chain 为 API

	add_routes(app, rag_chain, path="/rag")

	 

	# 自动生成以下端点：

	# POST /rag/invoke      - 同步调用

	# POST /rag/stream      - 流式调用

	# POST /rag/batch       - 批量调用

	# GET  /rag/playground  - 网页调试界面（开发利器）

	 

	# 启动服务

	# uvicorn main:app --host 0.0.0.0 --port 8000





第六章  生态工具全景
6.1  模型选型指南

	模型
	优势
	推荐场景

	GPT-4o
	综合能力最强，多模态
	复杂推理、代码生成、图像理解

	GPT-4o-mini
	速度快，价格低 90%
	日常问答、RAG、分类任务

	Claude 3.5 Sonnet
	长文本处理极强
	200K Token 超长文档分析

	Llama 3（本地）
	免费、完全私有
	数据安全要求极高的场景

	Gemini 1.5 Pro
	100万 Token 上下文
	超长文档、视频分析



6.2  向量数据库选型

	数据库
	定位
	推荐场景

	FAISS
	纯内存，无需安装
	本地开发、快速原型验证

	Chroma
	轻量级，支持持久化
	中小型应用，个人项目

	Pinecone
	全托管云服务
	生产环境，无运维负担

	Qdrant
	开源，功能丰富
	自部署生产环境

	pgvector
	PostgreSQL 插件
	已有 PG 数据库的项目



6.3  LangSmith 可观测平台
LangSmith 是 LangChain 官方出品的 AI 应用监控平台，对于生产环境和调试来说不可或缺。免费版已足够个人和小团队使用。

1. 链路追踪：查看每次请求的完整调用链、各步骤耗时、Token 消耗
1. Prompt 调试：在 Playground 中实时调整 Prompt，对比不同版本效果
1. 数据集管理：整理典型问答对，用于自动化评测
1. 成本分析：按项目、按时间统计 API 费用，帮助成本优化



第七章  14 周完整学习计划
7.1  学习路线总览

	阶段
	周次
	核心目标

	入门基础
	Week 1-2
	理解核心概念，完成第一个 LangChain 程序

	进阶核心
	Week 3-5
	掌握 LCEL、RAG、Memory，能构建完整问答应用

	高级技巧
	Week 6-9
	掌握 Agents 和 LangGraph，构建复杂工作流

	项目落地
	Week 10-14
	完成两个完整项目，具备独立开发能力



7.2  每周详细计划

	周次
	学习内容与实践任务

	Week 1
	阅读官方文档 Quickstart；完成环境搭建；实现 Hello World；理解 LLM / ChatModel / Token 核心概念

	Week 2
	深入 Prompt Template；学习消息角色；实现一个基于角色扮演的聊天机器人

	Week 3
	系统学习 LCEL；掌握管道操作符；实现并行链；完成流式输出接入前端

	Week 4
	学习 RAG 全流程；实现 PDF 文档问答；理解 Embedding 和向量检索原理

	Week 5
	学习 Memory 管理；学习 Output Parser；实现带记忆的多轮对话机器人

	Week 6
	学习 Agent 核心概念；定义自定义工具；完成第一个可运行的 Agent

	Week 7
	深入 Agent：Multi-Agent 协作；学习 Tool Calling 最佳实践

	Week 8
	学习 LangGraph 基础；实现 StateGraph；掌握条件路由

	Week 9
	LangGraph 进阶：Human-in-the-loop；持久化 Checkpoint；时间旅行调试

	Week 10
	企业知识库项目启动：搭建后端 FastAPI + LangChain 架构

	Week 11
	企业知识库项目完成：Next.js 前端 + 流式接入 + 来源引用功能

	Week 12
	代码审查 Bot 项目启动：GitHub Webhook 接入 + LangGraph 工作流

	Week 13
	代码审查 Bot 完成：多维度分析 + 自动评论 + CI/CD 集成

	Week 14
	生产化：LangSmith 监控接入；缓存、限流、成本优化；项目总结复盘



7.3  推荐学习资源

	资源
	地址 / 说明

	LangChain 官方文档
	docs.langchain.com — 最权威，示例丰富

	LangChain GitHub
	github.com/langchain-ai/langchain — 源码 + Issues

	LangGraph 文档
	langchain-ai.github.io/langgraph — 工作流引擎

	LangSmith
	smith.langchain.com — 免费注册，调试利器

	LangChain Cookbook
	github.com/langchain-ai/langchain/tree/master/cookbook

	DeepLearning.AI 课程
	learn.deeplearning.ai — 官方合作课程，免费

	LangChain Discord
	discord.gg/langchain — 社区提问，响应迅速





附录  核心 API 速查手册
常用代码片段

	# ── 模型初始化 ─────────────────────────────────────

	from langchain_openai import ChatOpenAI

	model = ChatOpenAI(model="gpt-4o-mini", temperature=0)

	 

	# ── Prompt 模板 ─────────────────────────────────────

	from langchain_core.prompts import ChatPromptTemplate

	prompt = ChatPromptTemplate.from_messages([

	    ("system", "你是{role}"),

	    ("human", "{question}"),

	])

	 

	# ── LCEL 链 ─────────────────────────────────────────

	from langchain_core.output_parsers import StrOutputParser

	chain = prompt | model | StrOutputParser()

	 

	# ── 调用方式 ─────────────────────────────────────────

	chain.invoke({"role": "专家", "question": "..."})

	await chain.ainvoke({...})    # 异步

	chain.stream({...})           # 流式

	chain.batch([{...}, {...}])   # 批量

	 

	# ── RAG ─────────────────────────────────────────────

	retriever = vectorstore.as_retriever(search_kwargs={"k": 4})

	rag_chain = (

	    {"context": retriever | format_docs, "question": RunnablePassthrough()}

	    | prompt | model | StrOutputParser()

	)

	 

	# ── Agent ───────────────────────────────────────────

	from langchain.agents import create_openai_functions_agent, AgentExecutor

	agent   = create_openai_functions_agent(model, tools, prompt)

	executor = AgentExecutor(agent=agent, tools=tools, verbose=True)

	executor.invoke({"input": "..."})

	 

	# ── LangGraph ───────────────────────────────────────

	from langgraph.graph import StateGraph, END

	graph = StateGraph(State)

	graph.add_node("node_name", node_fn)

	graph.add_edge("a", "b")

	graph.add_conditional_edges("node", condition_fn, {"x": "other", "y": END})

	app = graph.compile()

	app.invoke(initial_state)




祝学习顺利！遇到问题优先查阅官方文档，其次在 LangChain Discord 社区提问。
文档版本：v2.0 | 基于 LangChain 0.3.x | 2025年
